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RESUMO

Aprimorar a eficiéncia do espago aéreo € uma prioridade continua na gestdo do trafego aéreo.
Um indicador fundamental de desempenho nesse contexto € o tempo adicional gasto nas dreas ter-
minais. Ao monitorarmos esse indicador de forma adequada, podemos tomar decisdes que trardao
beneficios tanto econdmicos quanto ambientais. Um requisito para calcular esse indicador € identi-
ficar os setores de entrada na drea terminal. Com base no cendrio apresentado, o objetivo do estudo
foi implementar um modelo para identificacdo automética de setores de entrada nas regides a 40
NM (Milhas Néauticas) e 100 NM de distancia de cada um dos quatro aeroporto mais movimenta-
dos do Brasil. Para isso, foram testados os métodos de aprendizado ndo supervisionado K-Means e
DBSCAN, para a tarefa de clusterizar movimentos e, portanto, identificar regides com maior densi-
dade de entrada de voos em drea terminal. A avaliac@o foi conduzida de forma qualitativa, levando
em consideracdo a densidade de voos nas dreas terminais em comparacao com os procedimentos de
aproximacdo disponiveis nas cartas aeronduticas dos aeroportos. Além disso, uma andlise de ruido
foi realizada, indicando a presenca de ruidos entre 0,06% e 6,59% em cada setor, considerados como
outliers ou movimentos atipicos. Esses resultados apontaram que os clusters foram bem identificados,
mantendo um conjunto significativo de dados. As principais vantagens apresentadas neste artigo fo-
ram: a utilizacdo de um modelo para identificagdo automética dos setores de entrada em édrea terminal,
que, com um unico conjunto de parametros, demonstrou robustez nos experimentos para os diferen-
tes aeroportos, indicando a escalabilidade computacional da solugdo proposta; e a possibilidade de
calcular o indicador de tempo adicional em area terminal de forma mais assertiva.

Palavras-Chave: Triafego Aéreo, Setores Entrada, Area Terminal, DBSCAN, K-Means.
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1. INTRODUCAO

O crescimento do transporte aéreo tem
acarretado sucessivos problemas de congestiona-
mento e pontualidade, especialmente nos termi-
nais de aeroportos movimentados. Isso tem oca-
sionado um aumento significativo nos custos ope-
racionais das companhias aéreas como citado por
Zhao et al. (2008). Logo, os estudos Xia et al.
(2014) e Murga et al. (2018) revelam que o sis-
tema de gerenciamento de trafego aéreo (ATM)
tem buscado desenvolver ferramentas e metodo-
logias para monitorar e aprimorar a operacao da
aviacdo comercial, com o objetivo de atender
as metas cada vez mais exigentes em termos de
eficiéncia, seguranga e impacto ambiental, além
de lidar com o continuo aumento do trafego aéreo.

Nesse contexto, € fundamental realizar uma
adequada mensuracao e avaliacdo do desempenho
a fim de identificar 4reas passiveis de otimizacao,
implementar medidas corretivas e embasar as to-
madas de decisdo. Diante disso, o Manual do
Comando da Aerondautica 100-22 (MCA 100-22)
DECEA (2020) estabelece metodologias para me-
dir o desempenho do sistema aéreo brasileiro
em diversos aspectos, utilizando os Indicadores-
Chave de Desempenho (KPlIs).

Os padrdes espaco-temporais em conjun-
tos de dados de trajetdrias t€ém despertado cada
vez mais interesse na literatura. Sabhnani et al.
(2010) e Murga et al. (2018) citam que os estudos
com técnicas de agrupamento tém sido emprega-
dos para identificar padrdes de trajetérias em voo.
Da mesma forma, a identificacdo de setores de
entrada em area terminal pode resultar em melho-
rias no ATM, desempenhando um papel crucial na
reducdo do consumo de combustivel na aviagao,
como citado pelo Painel Intergovernamental so-
bre Mudancas Climaticas (2022), visto que essas
melhorias podem levar a uma diminuicdo de 6%
a 12% nas emissoes CO, na aviacgao. Além disso,
estudos de agrupamentos de setores podem apri-
morar a mensuracdo do KPI-08, que refere-se a
quantificacdo do tempo adicional nas dreas termi-
nais.

No Brasil, o Centro de Gerenciamento da
Navegacdo Aérea (CGNA), para o célculo do
KPI-08, adota a pratica de identificacdo de seto-
res de area terminal realizando uma divisao do
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espaco aéreo em setores fixos de 60° em torno
dos aer6dromos. Por outro lado, na Europa, espe-
cialistas da Eurocontrol realizam periodicamente
uma setoriza¢do manual, conforme citado no re-
latério do Desempenho Operacional do ANS, dis-
ponibilizado por Eurocontrol & DECEA (2022).
A Figura 1 mostra o histograma dos movimen-
tos em funcao do angulo em relagdo ao aeroporto
e os setores identificados segundo a metodologia
do CGNA (Figura 1.a) e Eurocontrol (Figura 1.b).
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Figure 1 Identificacio de setores de entrada em area
terminal em Guarulhos (SBGR) de acordo com as
metodologias do (a) CGNA e (b) Eurocontrol.

Fonte: Adaptado de Eurocontrol & DECEA
(2022) e CGNA (2023).

A metodologia do CGNA, por realizar cor-
tes fixos em angulos de 60°, é facilmente re-
plicavel a demais aeroportos, entretanto possui
uma precisao baixa quando comparado ao método
da Eurocontrol. Na parte direita do histograma da
Figura 1.a, por exemplo, podemos observar 3 pi-
cos de frequéncia que podem ser caracterizados
como setores, entretanto apenas dois sdo iden-
tificados pela metodologia. A metodologia da
Eurocontrol, entretanto, € mais precisa quanto a



identificacdo dos setores, porém, pelo fato de pre-
cisar de uma anélise humana para cada aeroporto
periodicamente, a aplicabilidade dessa solugdo
torna-se dificil.

Estudos de agrupamentos possibilitam ana-
lisar a eficiéncia do trifego aéreo ao combinar
movimentos de acordo com a posi¢do, veloci-
dade e/ou proa. E importante mencionar que a
identificacdo setores pode envolver alguns con-
ceitos, como posicao, velocidade e rota, a depen-
der da aplicacdo, conforme citado por Guo et al.
(2006). Diante disso, o presente estudo tem como
objetivo propor um modelo para identificar auto-
maticamente os setores de entrada em drea termi-
nal, considerando o raio de 40 NM e 100 NM em
relac@o aos principais aeroportos do Brasil utili-
zando técnicas de aprendizado de maquina ndo
supervisionado.

2. MATERIAIS E METODOS

Nesta secao serao apresentadas
informacdes referentes aos Dados Experi-
mentais; Proposicdo de Modelos; e Métodos de
Avaliacao.

2.1. Dados Experimentais

Para o escopo deste trabalho, foram sele-
cionados os Aeroportos de Guarulhos (SBGR),
Congonhas (SBSP), Campinas (SBKP) e Brasilia
(SBBR). A selecdo desses aeroportos ocorreu por
registrarem 0s 4 maiores movimentos de pousos
e decolagens no pais em 2022 de acordo com o
Anuério Estatistico, disponibilizado por CGNA
(2023). O periodo de andlise corresponde ao més
de agosto de 2022, por ser um periodo conside-
rado pds-pandémico na aviagdo, possuindo uma
movimentagao tipica.

Os dados utilizados no estudo foram da
Base de Dados ASMA (Arrival Sequencing and
Metering Area), calculada a partir de dados de vi-
gilancia e mantida pelo Instituto de Controle do
Espaco Aéreo (ICEA), composta pelas coordena-
das geograficas de cada voo comercial apenas no
instante da entrada em Areas Terminais. Ressalta-
se que, para este estudo, as dreas terminais foram
simplificadas para circulos de 40 NM (C40) e 100

NM (C100) com centro em cada aeroporto, como
sugerido na MCA 100-22 DECEA (2020).

O tnico pré-processamento adicional apli-
cado aos dados foi de padronizagao de escala ba-
seado na média igual a 0 e desvios padrdo igual
I (Morettin & Bussab (2017)). A equagdo da
padronizacao pode ser definida da seguinte forma:

Xi—H (1)
c

em que Z; é o valor padronizado; x; é cada
valor observado; u é a média; e o o desvio
padrao. A utilizacdo da padroniza¢do ocorreu
devido a dispersdao dos dados, além de possi-
bilitar construir bons modelos de representacdo
para clusters de maneira invariante a localizacao,
isto é, permitir a reutilizagdo de parametros para
varios aeroportos.

Z; =

2.2. Proposicao de Modelos

A base de dados foi utilizada para a
conduc¢do de um aprendizado de maquina ndo su-
pervisionado para a tarefa de clusterizacdo. As-
sim, para cada aeroporto, foi treinado um modelo
para cada circulo (C40 e C100), utilizando lati-
tude e longitude dos voos, a fim de agrupa-los
e identificar os setores de entrada nas dreas ter-
minais. Foram selecionadas duas das principais
técnicas de aprendizado ndo supervisionado: K-
Means, Johnson & Wichern (2002); e DBSCAN,
Ester et al. (1996), descritas a seguir.

O K-Means e DBSCAN (Density Based
Spatial Clustering of Applications with Noise)
sao dois algoritmos de aprendizado de maquina
nao supervisionado utilizados para tarefas de
clusterizagdo. O K-Means € um algoritmo de
agrupamento baseado em centroides ou parti¢ao.
Este algoritmo divide todos pontos do espacgo
amostral em K grupos de similaridade. A si-
milaridade pode ser medida por uma métrica de
distancia Johnson & Wichern (2002). O DBS-
CAN, por outro lado, € um algoritmo baseado
em densidade. A principal caracteristica do al-
goritmo € que a vizinhanca ponto a ponto em um
cluster deve estar contida em um raio (€) e cada
cluster deve ter um ndmero minimo de pontos
(MinPts). Além disso, o algoritmo indica ser ex-
tremamente eficiente na detec¢do de outliers e no
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tratamento de ruidos Ester et al. (1996). O DBS-
CAN tem sido a principal escolha de algoritmo
para tarefa de clusterizacdo de voos quanto a da-
dos de trajetoria Murca et al. (2018).

Para o K-Means, o parametro K foi defi-
nido a partir do Método do Cotovelo, apresen-
tado em Joshi & Nalwade (2013), em que o al-
goritmo foi executado repetidas vezes com K va-
riando entre 2 e 10. O K que obteve o equilibrio
entre maior homogeneidade dentro do cluster e a
maior diferenca entre clusters, foi assumido como
K 6timo.

Para o DBSCAN, os parametros defini-
dos foram a distdncia maxima entre vizinhos de
um cluster (€) e o nimero minimo de pontos
(MinPts), que um conjunto precisa ter para ser
considerado um cluster. Para estabelecer o €
foi utilizado a fungdo kNNdistplot que exibe um
grifico de distancia e para MinPts foi determi-
nado o valor de 5% do total amostra.

2.3. Métodos de Avaliacao

A avaliacdo dos resultados foi feita analiti-
camente, observando os clusters formados sobre
C100 e C40 e comparando-os com os procedi-
mentos de aproximacao de acordo com as cartas
aeronduticas de cada aeroporto. Foram observa-
dos também os histogramas de voos por angulo de
entrada nas 4reas terminais para cada aeroporto e
comparado com os clusters formado a partir das
coordenadas geograficas. Essa € uma importante
visualiza¢do a fim de comparar com as metodolo-
gias atualmente utilizadas no CGNA e Eurocon-
trol (Figura 1). Além disso, foi feita uma anélise
de propor¢do de ruidos sobre os resultados do al-
goritmo DBSCAN.

3. RESULTADOS E DISCUSSOES

Nesta secdo serdo apresentados os resul-
tados da clusterizacdo dos setores de entrada
em C40 e CI00 para os aeroportos analisa-
dos utilizando os algoritmos K-Means e DBS-
CAN. As subsecOes estdo organizadas da se-
guinte forma: Resultado da Clusterizacdo, que
apresenta os clusters identificados por ambos os
métodos; Validacdo de Clusters, que mostra a
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comparagdo entre os clusters identificados com
os procedimentos de aproximac¢do de cada aero-
porto; Anélise de Ruido, que mostra a propor¢cao
de movimentos considerados ruidos em cada clus-
ter apenas para o DBSCAN, visto que o método
K-Means nao possibilita esse tipo de andlise; e
Comparacdo com Trabalhos Relacionados.

3.1. Resultado da Clusterizacao

Os resultados para o K-means constam na
Figura 2. Os histogramas exibem a distribui¢ao
de movimentos por angulo em relagcdo a cada ae-
roporto. Estd assinalado também, por cores, 0s
clusters resultantes do K-Means. O método K-
Means clusterizou os movimentos dos aeroportos
em até 6 clusters, seguindo o método do cotovelo,
conforme a Tabela 1, que mostra a quantidade
de clusters resultantes dos métodos K-Means e
DBSCAN. O aeroporto SBKP foi o que apresen-
tou o menor namero de clusters, sendo k = 3 para
C40.

Table 1 Namero de clusters resultantes dos métodos

K-Means e DBSCAN.
Aero. K-Means DBSCAN
Clusters (C40) Clusters (C100) Clusters (C40) Clusters (C100)
SBGR 4 4 3 4
SBKP 3 5 4 4
SBBR 4 4 4 4
SBSP 6 4 3 4

A Figura 2 permite, ainda, identificar que
alguns setores nao foram alocados devidamente.
Em C40 para SBKP, por exemplo, ha a altas
frequéncias em dois angulos distintos (préximos
a 45° e 120°), que sugere a existéncia de dois se-
tores, entretanto o método identificou apenas um,
bem como em C100 de SBSP, préximos a 320°
e 355°. Além disso, percebe-se que o método é
sensivel a ruidos, por ndo conseguir identifica-los,
como acontece em C40 de SBSP, no cluster assi-
nalado pela cor vermelha, onde ndo ha uma den-
sidade alta para caracterizar um setor. Similar-
mente, proximo a 320° em C40 de SBSP, ha ape-
nas uma frequéncia que justifica a identificacdo
de um setor, no entanto 3 setores foram identifi-
cados.

O numero de clusters identificados pelo
DBSCAN foi de 3 para C40 em SBGR e SBSP.
Para os demais cenarios, foram identificados 4
clusters. A Figura 3 apresenta uma distribui¢cdo
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Figure 2 Distribuicio de movimentos por angulo em relacio a cada aeroporto. As cores na parte inferior de cada
histograma correspondem aos clusters identificados para os movimentos a partir do K-Means.

para a quantidade de clusters, identificados por
cores na parte inferior dos histogramas, além de
identificar os ruidos presentes na amostra, com
a cor cinza. O DBSCAN mostrou-se eficaz na
identificacdo dos setores, por considerar a den-
sidade de movimentos para clusterizacdo. Desta
forma, os setores identificados sdo referentes aos
angulos com maior densidade de movimentos, en-
quanto movimentos em regioes com baixa densi-
dade foram considerados ruidos.

Avaliando os resultados, foi possivel ob-
servar que o método K-Means exibiu a maior
quantidade de clusters, entretanto o método ndo
mostrou-se eficaz, por ndo conseguir identificar
movimentos com caracteristicas atipicas, preju-
dicando assim a explicacdo dos clusters, o que
levou a uma andlise ndo precisa e nido coerente
com o esperado. O DBSCAN, por outro lado,
mostrou-se preciso e explicavel na identificagdo
dos clusters e dos movimentos atipicos, conside-

rados como ruidos. Isso ocorreu devido o método
considerar ndo s6 a posi¢do dos movimentos para
a clusteriza¢do, mas também a densidade por se-
tor.

3.2. Validacao de Clusters

Para validar os resultados do DBSCAN, que
obteve melhor desempenho na identificagdao dos
setores, realizou-se uma andlise georreferenciada.
Essa andlise permite comparar os setores identifi-
cados com os procedimentos de aproximagao dos
aeroportos, como mostra a Figura 4.

Na figura, as linhas azuis representam os
procedimentos de aproximagdo disponiveis nas
cartas dos aeroportos, enquanto as regioes co-
loridas simbolizam os movimentos clusterizados
em C100 e C40, em que cada cor ilustra o se-
tor a que cada voo foi clusterizado. Os proce-
dimentos ilustram o conjunto de pontos de re-
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Figure 3 Distribuicio de movimentos por angulo em relacio a cada aeroporto. As cores na parte inferior de cada
histograma correspondem aos clusters identificados para os movimentos a partir do DBSCAN.

feréncia para uma aeronave realizar uma manobra
de aproximagdo ao aeroporto. Embora ndo seja
obrigatorio cada aeronave seguir sempre todos es-
ses pontos de referéncia, esses procedimentos sao
importantes para validar empiricamente os clus-
ters formados. Foi observado também o alinha-
mento entre os procedimentos e os setores iden-
tificados, o que valida o desempenho do método
DBSCAN.

No geral, a identificagdo dos setores possi-
bilitam analises mais assertivas em area terminal,
0 que pode contribuir para melhorias na capaci-
dade do espago aéreo; reducdo no atraso dos voos;
e na estimacdo de indicadores de performance,
como o KPI-08, mais confidveis. Além disso,
o método utilizado para identificacdo de setores
de entrada em drea terminal demonstrou-se com-
putacionalmente escaldvel, utilizando os mesmos
parametros para todos aeroportos, 0 que possibi-
lita a aplicacdo da solu¢do em outros cendrios sem
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a necessidade de reajuste de parametros.

3.3. Analise de Ruido

O DBSCAN se mostrou robusto em relagcdo
aos ruidos, o que permitiu uma clusterizacdo mais
precisa dos setores. Ao aplicar o DBSCAN, os se-
tores foram agrupados com base na densidade de
voos em cada regido. Isso significa que regides
com maior densidade de voos foram agrupadas
em clusters, enquanto regides com menor densi-
dade de voos foram consideradas ruidos ou movi-
mentos atipicos.

A Tabela 2 mostra as quantidades de movi-
mentos que cruzaram C100 e C40 e as respectivas
proporcdes de ruido, identificado pelo DBSCAN,
para cada um dos aeroportos estudados. Foram
identificados de 0,06% a 6,59% de ruidos nos
dados de C100 e C40. Embora a propor¢do de
ruidos ndo seja impactante para o estudo, € sufici-
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Figure 4 Movimentos clusterizados em C100 e C40 em

(a) SBKP; (b) SBSP; (c) SBBR; e (d) SBGR. As linhas

em azul indicam os procedimentos de pouso de acordo
com as cartas dos aerédromos.

ente para prejudicar o desempenho do K-Means.
O reconhecimento do ruido pelo DBSCAN faz
melhorar a identificag@o dos clusters, preservando
ainda um conjunto de dados significativo.

A capacidade do DBSCAN de separar
ruidos da andlise é uma vantagem expressiva em
comparagdo ao K-Means. O K-Means torna-se
menos eficaz por ndo considerar os movimentos
atipicos em grupos distintos, levando a resulta-
dos nao adequados. Portanto, o uso do DBSCAN
na clusterizagdo dos setores de entrada em C40 e
C100 mostrou-se acurado e eficaz.

3.4. Comparacao com trabalhos
relacionados

Comparando o desempenho do método
DBSCAN com os métodos aplicados pelo CGNA
e Eurocontrol, podemos concluir que o método
proposto foi capaz de identificar os setores com
a precisdo esperada, além de encontrar achados
similares com aos resultados da Eurocontrol. En-
tretanto, o método proposto dispensa a utilizagao
de um individuo para a identificacio de seto-
res, ao contrdrio da Eurocontrol, agregando a
eficiéncia na execug¢do do método e permitindo
que ele seja replicado e escalado para outros
cendrios.

A metodologia implantada pelo CGNA, por
sua vez, ndo se mostrou ajustavel na identificacao

de setores, pois realiza a divisdao por angulo fixo
de 60°, ndo considerando varidveis como densi-
dade de movimentos e posicionamento das aero-
naves para a identificacdo dos setores.

Um outro detalhe importante de ressaltar €
que o modelo proposto considera, por voo, um
Unico ponto em drea terminal, pertencente a C100
e C40, para realizar a clusterizagdo. Isso implica
em a eficiéncia do algoritmo ser proporcional ao
numero de movimentos. O mesmo ndo ocorre em
trabalhos de clusterizacdo de fluxo, por exemplo,
que levam em consideracdo as trajetorias com-
pletas do voo, como em Murcga et al. (2018).
Nesse caso, a complexidade computacional au-
menta consideravelmente, uma vez que a solugdo
passa a ser proporcional ao nimero de pontos das
trajetorias dos voos analisados, sendo esses dados
provenientes de bases de vigilancia, que tém taxa
de atualizac¢do na ordem de segundos.

4. CONSIDERACOES FINAIS

O presente estudo realizou a aplicacdo de
algoritmos de aprendizado de méquina ndo super-
visionado, pelos métodos K-Means e DBSCAN,
para a tarefa de clusterizacao de setores de entrada
em area terminal nos aeroportos SBBR, SBKP,
SBSP e SBGR. O DBSCAN obteve melhores re-
sultados em comparacdo ao K-Means, devido o
método considerar a densidade dos movimentos
para a identificacdo dos setores, além de iden-
tificar os movimentos atipicos, considerando-os
como ruido, o que nio ocorre com o K-Means.

O DBSCAN também possibilitou a
utilizacdo dos mesmos pardmetros indepen-
dente do raio do circulo (C40 e C100) e do
aeroporto, tornando-se eficiente do ponto de
vista da implantacdo da solugdo. Além disso,
foi feita uma andlise de ruido na amostra, que
identificou uma proporcao média de 4,13% e
1,71% para C40 e C100, respectivamente. O que
ndo tem impacto para o estudo, porém influencia
negativamente o desempenho do K-Means.

O método DBSCAN pode auxiliar na
identificacdo de padrdes e caracteristicas comuns
entre os setores de entrada, permitindo uma me-
lhor compreensao da distribui¢cdo de fluxo de ae-
ronaves nos aeroportos; otimiza¢ao dos processos
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Table 2 Propor¢ao de Ruidos nas amostras de movimentos.

Aeroporto  Movimentos C40 Ruidos - C40 Movimentos C100 Ruidos - C100

SBGR 7142 166 (2,32%) 7901 7 (0,09%)
SBKP 4618 11 (0,24%) 4922 3 (0,06%)
SBBR 4080 161 (3,99%) 4066 268 (6,59%)
SBSP 5806 56 (0,96%) 6198 5 (0,08%)

de planejamento e gerenciamento; e na estimacao
do KPI-08 de maneira mais confidvel e assertiva.

Os achados mostraram-se superiores as
solucoes utilizadas pelo CGNA e Eurocontrol.
Isso se deu pelo fato da metodologia proposta
realizar a identificacdo dos setores automatica-
mente, sem a necessidade de intervencdo hu-
mana, ao contrario da Eurocontrol, e levando
em consideracao a densidade de movimentos, ao
contrario do CGNA.

Para trabalhos futuros, sugere-se utiliza¢ao
e comparagdo com outros métodos de apren-
dizado ndo supervisionado; testes com outros
aerodromos, a fim de validar o método em ou-
tros cendrios; e validar estatisticamente a expli-
cabilidade dos setores encontrados. Sugere-se
também comparar o desempenho da clusterizagdao
apresentada neste trabalho, que utiliza apenas um
ponto da trajetéria por voo, com trabalhos ba-
seado na trajetéria completa, para verificar se
ha uma diferenca significativa no resultado da
clusterizagdo, ainda que a performance computa-
cional deste trabalho mantenha-se superior. Por
fim, é importante ressaltar que a identificagao dos
setores de entrada na drea terminal pode ser uma
tarefa complexa e exigir a colaboragdo de dife-
rentes partes interessadas, incluindo servigos de
navegacao aérea e controladores de trafego aéreo.
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